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摘　要　鉴于传统属性选择算法无法捕捉属性之间的关系的问题,文中提出了一种非线性属性选择方法.该方法通

过引入核函数,将原始数据集投影到高维的核空间,因在核空间内进行运算,进而可以考虑到数据属性之间的关系.
由于核函数自身的优越性,即使数据通过高斯核投影到无穷维的空间中,计算复杂度亦可以控制得较小.在正则化因

子的限制上,使用两种范数进行双重约束,不仅提高了算法的准确率,而且使得算法实验结果的方差仅为０．７４,远小

于其他同类对比算法,且算法更加稳定.在８个常用的数据集上将所提算法与６个同类算法进行比较,并用SVM 分

类器来测试分类准确率,最终该算法得到最少１．８４％,最高３．２７％,平均２．７５％的提升.
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Abstract　InviewoftheconditionthatthetraditionalfeatureselectionalgorithmcannotcapturetherelationshipbeＧ
tweenfeatures,anonlinearfeatureselectionmethodwasproposed．Byintroducingakernelfunction,themethodprojects
theoriginaldatasetintoahighＧdimensionalkernelspace,andconsiderstherelationshipbetweensamplefeaturesbyperＧ
formingoperationsinthekernelspace．Duetothesuperiorityofthekernelfunction,evenifthedataareprojectedinto
theinfinitedimensionalspacethroughtheGaussiankernel,thecomputationalcomplexitycanbecontrolledtoasmall
extent．Forthelimitationoftheregularizationfactor,theuseoftwonormsfordoubleconstraintnotonlyimprovesthe
accuracyofthealgorithm,butalsomakesthevarianceofthealgorithmonlybe０．７４,whichismuchsmallerthanother
similarcomparisonalgorithms,anditismorestable．６similaralgorithmswerecomparedon８commondatasets,andthe
SVMclassifierwasusedtotesttheeffect．TheresultsdemonstratethattheproposedalgorithmcangettheimproveＧ
mentbyaminimumof１．８４％,amaximumof３．２７％,andanaverageof２．７５％．
Keywords　Kernelfunction,Featureselection,Sparse,L１Ｇnorm,L２,１Ｇnorm

　

１　引言

在现代计算机中,随着大数据和社会的高速发展,原始数

据的维度往往非常巨大.对于这样的高维数据,存储、应用以

及传输的代价都极为昂贵.而最为关键的是,真正有效的属

性所占比重并不高.为了能够有效地使用高维数据、释放存

储空间、减少相对处理时间,对于高维数据,去除冗余属性、约
减维度、提取重要属性,成为当前数据挖掘领域的一个重要

问题.
常用的属性约减方法有两种:子空间学习和属性选择(下

文简称“属选”)方法[１Ｇ２].其中,子空间学习法[３]一般是将高

维空间向低维空间投影,从而获得特定映射,常见方法有局部

保留投影[４]、主成分分析[５]算法等.属性选择算法,即从高维

的数据中选取其中一个具有代表性的子集,这个子集包含了

原始数据绝大多数重要的属性.在得到该子集的过程中,我
们虽然去除了部分属性,但是由于去除的绝大部分都是冗余

属性,因此之后的实验预测精度一般不会降低.更可贵的是,
由于去除的冗余属性中包含相当一部分的噪音,因此实验分

类准确度可能还会相应提升.其常见的方法有:tＧtest检验

法[６]以及系数逻辑回归法[７]等.早期的属性选择算法一般首

先使用一些度量的方法,如协方差、拉普拉斯算子[８]等,通过

估算的方式来获得每个属性的权值,之后将得到的权值依照



其重要程度的不同进行重排,以此来筛选属性.
近期较为流行的属性选择的方法一般都是通过L１,L２,１

和L２ 等范数来对目标函数式中的正则化因子进行稀疏处理,
再根据正则化因子中元素的稀疏程度进行属性重要度探究,
从而实现属选[９Ｇ１０].但是,因为其损失函数基于线性,所以往

往不会考虑到数据属性之间的关系.因此,当数据属性之间

有较强关系时,会损失很多有用的信息,这样在判断属性取舍

时就会出现偏差,不能得到满意的效果.特别是在稳定性方

面,从实验结果中可以看到,本文方法的标准差最小,稳定性

最好.
研究表明,属性选择方法具有很好的可解释性,而核函数

已在众多领域(如支持向量机)取得极好的效果.以支持向量

机为例,原始数据通过核变换被投入高维空间.在原始空间

中,对于无法线性可分的数据,在足够高维的空间中总是可以

找到一个超平面将其分开,实现了高维空间的超平面可分.
本文将核函数应用到属性选择算法中对原始数据进行核函数

处理,获得非线性的损失函数,从而获取更加显著的属性选择

效果.
由此,本 文 提 出 一 种 SFSK (SparseFeatureSelection

Kernel)属性选择算法.该算法将把原始空间的数据通过核

函数映射到高维空间,并进行非线性运算,以考虑到数据各个

属性之间的关系[１１],从而可以捕捉到更多的有用信息,提高

算法的精确度,这是普通线性属选难以实现的.

２　相关算法背景及简介

２．１　符号注释

在本文中,X 矩阵的第i行和第j列分别使用符号Xi 和

Xj 来表示,W(i)表示第i次迭代的W,X 矩阵的F范数表示为

‖X‖F,并且‖X‖F＝ ∑
i

‖Xi‖２
２ ,f(α)为f(α)对α的导

数.文中各矩阵的维度分别如下:
核函数化前:X∈RRn×d,Y∈RRn×c,X∈RRd×c.
核函数化后:K(i)∈RRn×n,Y∈RRn×c,W∈RRn×c,α∈RRd×１.

２．２　传统算法

在传统的属性选择中,目标函数一般如下:

min
W

‖Y－XW‖２
F＋α‖W‖２,p＋βϕ(W) (１)

其中,X 是数据集,Y 是标签,ϕ(W)是 正 则 化 因 子,‖Y－
XW‖２

F 为损失函数,α为调优参数.对于W 的限制,一般通

过不同的范数来实现,其中,L０ 范数可以直接得到最优解,但
是优化求解L０ 是 NP难问题,暂时无法解决.L１ 范数是L０

范数的最优凸近似,L１ 范数的优化过程虽然比较困难,但仍

有许多办法,比如软阈值等,其结果可以直接得到０元素.对

于L２ 范数,因其光滑且是凸函数,所以优化相对简单,直接求

导即可.虽然L２ 可以使元素变得很小,但是一般不会直接得

到０元素.而L２,１范数可以使行元素直接得到０,从而实现属

性选择.
通常对于损失函数,需求出W 的最小值:

min
W

‖Y－XW‖２
F (２)

对W 进行求导,再令导数为０,即:

－XTY＋XTXW＝０ (３)

⇔W＝(XTX)－１XTY (４)
式(４)中有一个明显的问题需要解决,即如果XTX 不可

逆,则W 无法求出.针对这一问题,一般给出的解决方案是

给W 加上稀疏限制(以L２ 范数为例),则式(１)变为:

min
W

‖Y－XW‖２
F＋λ‖W‖２

２ (５)

因为使用了L２ 范数,式(５)又被称为“岭回归”.对W 求

导并令导数为０,可得:

－XTY＋XTXW＋λW＝０⇔W＝(XTX＋λI)－１XTY (６)

因为XTX 为半正定矩阵,λI是正定矩阵,所以XTX＋λI
一定为可逆矩阵.

２．３　核函数

２．３．１　核函数介绍

核函数的定义为:核本质为函数K,对于所有x１,x２∈X,

均能满 足 核 函 数 式,即:x１,x２ ∈X,K(x１,x２)＝ ‹Γ(x１),

Γ(x２)›.其中,Γ()是从原始输入空间X 到内积特征空间Γ
的映射,‹,›表示内积,K‹,›就是对应的核函数.

为了实现非线性变换,首先找到某个特征映射Γ,由Γ映

射得到X→F.即原始数据X 从原始空间通过Γ 映射到某个

特征空间变成数据F.在特征空间中,原本线性不可分的数

据可以找到超平面进行分割.但是,这里有一个显著的问题,
即维度爆炸.因为特征映射Γ,当X 映射到特征空间中之后,
原本的属性维度会被映射成极高维度,甚至无穷维度(比如高

斯核).这种情况会造成数据难以处理,甚至不可计算.
如果不使用核函数,我们需先计算线性映射Γ(x１)和

Γ(x２),然后再计算出这２个特征的内积;若使用核函数,直接

计算出Γ(x１)和Γ(x２)的表达式K(x１,x２)＝‹Γ(x１),Γ(x２)›,
就可以得到想要的结果,而且这个表达式往往非常简单,大大

简化了计算.至此,我们已不必再关心特征映射Γ的形式,也
不必担心 映 射 之 后 的 维 度,只 需 要 使 用 合 适 的 核 函 数 即

可[１２].
在时间复杂度上,以一种多项式核为例:

K(x,z)＝(xTz)２ (７)
对式(７)展开得到:

K(x,z)＝(xTz)２＝(∑
n

i＝１
xizi)(∑

n

j＝１
xjzj) (８)

⇔∑
n

i＝１
　∑

n

j＝１
(xixj)(zizj)＝‹Γ(x),Γ(x)› (９)

由式(８)和式(９)可以得出,只计算原始向量内积平方的

时间复杂度为 O(n),而计算映射后特征的内积的复杂度为

O(n２).虽然不同的核函数的计算复杂度不同,但由此例可

以明显看出,核函数对于精简时间复杂度有巨大优势.

２．３．２　核函数用法实例

对于数据集X∈RRnxd(n为样本数量,d为属性数量),我
们按照属性来拆分样本.因此,X 变为(x１,x２,x３,,xd),取

其中一个xi∈RRn×１(i＝１,２,,d),再对xi 之间的每个元素

做核 变 换.这 里 以 高 斯 核 为 例,高 斯 核:k(xi,xj)＝

e－‖xi－xj‖２/２σ２

.即:k(x１
i,x１

i),k(x１
i,x２

i),k(x１
i,x３

i),,由此原

本的属性样本xi 依次通过核变换得到如下核矩阵:

k(x１
i,x１

i)  k(x１
i,xn

i )
⋮ ⋱ ⋮

k(xn
i ,x１

i)  k(xn
i ,xn

i )

é

ë

ê
êê

ù

û

ú
úú

(１０)

由此,取一个数据集 X,原来的d 个属性向量xi(xi∈
RRn×１(i＝１,２,,d))转换成d个核矩阵Ki(Ki∈RRn×n,i＝１,

２,,d).
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３　算法描述与优化

３．１　目标函数

通过式(７)对原线性损失函数‖Y－XW‖２
F 中的X 进行

核函数处理,因需求得W 的最小值,故原损失函数变为:

min
W

‖Y－∑
d

i＝１
K(i)W‖２

F (１１)

显然,式(８)中W 已经不能做到对数据集的属性选择.
因此,需要引入新的变量α,并且使用L１ 范数来对α进行稀

疏限制.因此,得到新的公式:

min
W,α

‖Y－∑
d

i＝１
αiK(i)W‖２

F＋λ‖α‖１ (１２)

其中,λ为调节参数,用于控制α的稀疏性.为了使得整个目

标函数的收敛性效果达到最好,从而使整个算法的稳定性达

到最佳,尽量使W 稀疏.因此,对W 赋予两个正则项L２,１和

L１ 来进行约束,至此,得到如下目标函数:

F(α)＝min
W,α

‖Y－∑
d

i＝１
αiK(i)W‖２

F＋λ１‖W‖１＋λ２‖W‖２,１＋

λ３‖α‖１ (１３)
其中,参数λ１ 用于调节W 的整体稀疏性,λ２ 用于调节W 的整

行稀疏性,λ３ 用于调节α的稀疏性.L１ 范数已被证明可以使

回归结果生成稀疏的回归稀疏[１３].因此,λ３ 的大小即决定了

α的稀疏程度.当α中某个元素为０,即表示不选择这个核矩

阵(属性);当α中某个元素不为０则表示选取该属性.

３．２　算法优化

α与W 均为独立的变量,所使用的稀疏限制也不相同,
因为核函数的加入,它们在化简与优化方面也与常见的算法

有较大差别.并且根据实际情况的不同,为了使得算法总体

收敛得更快,对α和W 选择不同的优化方式.

３．２．１　固定α,优化W

令P＝∑
d

i＝１
αiK(i),对目标函数(１３)进行化简:

min
W

‖Y－∑
d

i＝１
αiK(i)W‖２

F＋λ１‖W‖１＋λ２‖W‖２,１

⇔min
W

‖Y－PW‖２
F＋λ１‖W‖１＋λ２‖W‖２,１ (１４)

虽然式(１４)是凸函数,但是L１,L２,１范数对W 的正则化

都是 非 光 滑 的,为 此,本 文 设 计 一 种 方 法 来 对 W 快 速 求

解[１４].具体步骤如下:
首先对wi(１≤i≤c)求偏导,并且令偏导数为０,得到:

PPTwi－Pyi＋λ１Diwi＋λ２D
∧

wi＝０ (１５)

Di(１≤i≤c)是 一 个 对 角 矩 阵,它 的 每 个 元 素 都 为

１
２‖wi‖

;D
∧
也为一个对角矩阵,它的元素为 １

２‖wi‖２
.之后

可以得到最终的结果:

wi＝(PPT＋λ１Di＋λ２D
∧
)－１Pyi (１６)

因为D 和D
∧
均依赖于W,所以需要依赖迭代算法来求解

最优的W.本文算法的收敛性证明如下:
根据式(１６),可以得到:

W(t＋１)＝min
w
　Tr(PTW－Y)T＋λ１∑

c

１
wT

iD(t)
i wi＋

λ２TrW TD
∧

(t)W (１７)
因此,可以得到如下收敛步骤:

Tr(PTW(t＋１) －Y)T (PTW(t＋１) －Y)＋λ１ ∑
c

i＝１
(w (t＋１)

i )T

D(t)
i w(t＋１)

i ＋λ２Tr(W(t＋１))T D
~tW(t＋１)≤Tr(PTW(t)－Y)T

(PTW(t)－Y)＋λ１∑
c

i＝１
(w(t)

i )TD(t)
i w(t)

i ＋ρ２Tr(W(t))TD
~tW(t)

　⇒ Tr(PTW(t＋１) －Y)T (PTW(t＋１) －Y)＋λ１ ∑
d

i＝１
　 ∑

c

j＝１

((w(t＋１)
ij )２

２‖w(t)
ij ‖ － ‖w(t＋１)

ij ‖ ＋ ‖w(t＋１)
ij ‖)＋λ２ ∑

d

k＝１

(‖
(w(t＋１))k‖２

２

２‖(w(t))k‖２
－‖(w(t＋１))k‖２＋‖(w(t＋１))k‖２)

　≤Tr(PTW(t)－Y)T(PTW(t)－Y)＋ρ１∑
d

i＝１
　∑

m

j＝１
(‖w(t)

ij ‖＋

(w(t)
ij )２

２‖w(t＋１)
ij ‖－ ‖w(t)

ij ‖)＋ρ２ ∑
d

k＝１
(‖ (w(t))k ‖２ ＋

‖(w(t))k‖２
２

２‖(w(t))k‖２
－‖(w(t))k‖２)

　⇒ Tr(PTW(t＋１) －Y)T (PTW(t＋１) －Y)＋λ１ ∑
d

i＝１
　 ∑

m

j＝１

‖w(t＋１)
ij ‖＋λ２∑

d

k＝１
‖(w(t＋１))k‖２

　≤Tr(PTW(t)－Y)T(PTW(t)－Y)＋ρ１∑
d

i＝１
　∑

m

j＝１
‖w(t)

ij ‖＋

ρ２∑
d

k＝１
‖(w(t))k‖２

根据文献[１５],对于任意的向量 w 和w０,均可以得到

‖w２‖－
‖w‖２

２

２‖w０‖２
≤‖w０‖２－

‖w０‖２
２

２‖w０‖２
,因此本算法在迭

代中每次都会减少目标的值,最终使其收敛.

W(t),D(t)
i (１≤i≤c)以及D

~ (t)满足式(１６),并且因为目标

函数为凸函数,所以局部最优解即为全局最优解.

３．２．２　固定W,优化α
在下文中需对f(α)的求导,故固定W 可忽略关于W 的

正则项.原式(１３)中F(α)可分为如下两个部分:

F(α)＝f(α)＋λ３‖α‖１ (１８)

f(α)＝∑
n

i＝１
yiyT

i －２αT∑
n

i＝１
S(i)yT

i ＋αT∑
n

i＝１
(S(i)(S(i))T)α (１９)

获得f(α)的具体步骤如下:

min
α

‖Y－∑
d

i＝１
αiK(i)W‖２

F (２０)

⇔min
α

‖Y－(α１K(１)W＋＋αdK(d)W)‖２
F (２１)

由Q(i)＝K(i)W∈RRn×c,得到:

⇔min
α

‖Y－(α１Q(１)＋＋αdQ(d))‖２
F (２２)

⇔min
α
　∑

n

i＝１
‖yi－(α１q(１)

i,．＋＋αdq(d)
i,．)‖２

２,q(１)
i,．∈RR１×c

(２３)

⇔min
α

∑
n

i＝１
‖yi－αTS(i))‖２

２,S(i)∈RRd×c (２４)

⇔min
α
　∑

n

i＝１
‖yi－αTS(i)‖２

２,S(i)＝
q(１)

i,１ q(１)
i,c

q(d)
i,１ q(d)

i,c

æ

è
ç

ö

ø
÷∈RRd×c

(２５)

⇔min
α
　∑

n

i＝１
‖yT

i －(S(i))Tα‖２
２ (２６)

⇔min
α
　∑

n

i＝１
(yiyT

i －２αTS(i)yT
i ＋αTS(i)(S(i))Tα) (２７)

⇔min
α
　∑

n

i＝１
yiyT

i －２αT∑
n

i＝１
S(i)yT

i ＋αT∑
n

i＝１
(S(i)(S(i))T)α (２８)

可以注意到,式(１８)中,f(α)是凸的并且可微.而λ３‖α‖１

虽然也是凸的,但并不光滑,所以无法直接优化.因此这里使

用PGD[１５]算法来优化α.
在每一次的迭代中,更新α值的问题即是下式的最优化

问题.
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αt＋１＝argmin
W

　Gη(t)(α,αt) (２９)

其中,Gη(t)(W,W(t))定义为:

Gη(t)(α,αt)＝f(αt)＋‹f(αt),α－αt›＋η(t)

２
‖α－αt‖２＋λ３‖α‖１ (３０)

其中,η(t)为调优参数,t为迭代次数.
本文中 f(αt)定义如下:

▽(αt)＝－２∑
n

i＝１
S(i)xT

i ＋(２∑
n

i＝１
(S(i)(S(i))T)αt (３１)

将式(３０)中α的独立条件忽略,得到:

αt＋１＝πη(t)(αt)＝argmin
w

１
２‖W－Ut‖２

F＋ λ３

η(t)‖α‖１

(３２)

为了便于计算,上式中Ut＝αt－ １
η(t)f(αt)

由于αt＋１
[１６]的每行可分性,我们可以按行来分别更新α

的权重,即:

αt＋１＝argmin
α

１
２‖αi－ui

t‖２
２＋ λ

η(t)‖αi‖２ (３３)

由此,可以最终得到式(１８)的闭式解:

αi
t＋１＝

ui－λ/η, λ/η＜ui

０, |ui|≤λ３/η
ui＋λ/η, ui＜－λ３/η

{ (３４)

根据文献[１７]中的定理,设{W(t)}是由优化算法所生成

的序列,并且对于∀t≥１,可推导得出:

∂(α(t))－∂(α∗)≤
２γL‖α(１)－α∗ ‖２

F

(t＋１)２ (３５)

其中,γ是为正的预定义常数,L是f(α)中梯度的李普希茨常

数,W∗ ＝argmin
W

　∂(W).从而可知近梯度算法的收敛率为

O(１
t２ ),t即为算法迭代次数.

本文算法的具体执行伪代码如算法１所示.
算法１　基于核函数的稀疏属性选择算法

输入:数据集X∈RRn×d与标签Y∈RRn×d,调优参数λ１,λ２,λ３

输出:特征权值α

１．初始化 W(０),通过 W(０)求出D(０)与D
∧

(０).

２．基于式(７),将数据X变成 K(i),i∈１→d.

３．由P＝∑
d

i＝１
αiK(i)得到P.

Repeat．

４．通过式(１６)更新出 W(１).

５．初始化α(０),把 W(１)与α(０)代入式(１６)中.

６．基于式(２１)、式(２２)获得Q.

７．基于步骤６以及式(２３)得到S.

８．利用Q与S获得f(α),进而求导获得 f(α).

９．setη(t)＝η(t－１),将 f(α)代入U计算αt＋１＝argmin
W

Gη(t)(α,αt).

１０．对步骤９不断按行更新,通过式(３３)最终得到闭式解式(３４).

１１．Until式(１３)收敛.

４　实验结果与分析

４．１　实验数据集与相关对比算法

为了对算法进行充分测试,实验将在８个数据集上进行.

本文选取的数据集均出自 UCI[１８]数据库.数据集的具体情

况如表１所列.

表１　数据集详细信息

Table１　Detailedinformationofdataset

数据集 样本数 属性数 类别

Arrhythmia ４５２ ２７９ １３
Clean ４７６ １６７ ２
Colon ６２ ２０００ ２

Movements ３６０ ９０ １５
Ecoli ３３６ ３４３ ８
Sonar ２０８ ６０ ２
Glass ２１９ ９ ６
Yale １６５ １０２４ １５

为了更加公平、准确地测量算法在不同数据维度上的表

现,在数据集的选择上,使属性维度的区分非常大.其中SoＧ
nar,Movements,Glass为百维以下的低维数据;Arrhythmia,

Clean,Ecoli为百维以上千维以下的中维数据;Colon,Yale为

千维以上的高维数据.

实验选择６种对比算法与本文提出的算法进行比较,选
取的对比算法均为经典的或近年来优秀的属性选择算法.

RFS[１９]方法:经典的有监督属性选择算法.其损失函数与正

则化项均采用L２,１范数来进行约束,使得函数具有更好的鲁

棒性并且可以有效地区分冗余属性.CSFS[２０]方法:通过凸

优化公式来实现属性选择的算法.算法本身是半监督多标签

的,但本次实验中传入的数据均含有标签,并且是单标签.

MCFS[２１]方法:一种通过子空间学习从而考虑到属性之间的

关系的半监督属性选择方法.HSICLasso[２２]方法:一种通过

L１ 正则化来捕获输入数据之间非线性关系的有监督核函数

属性选择算法.SOGFS[２３]方法:通过学习得到一个最优化图

的结构,从而进行属性选择的无监督算法.UDFS[２４]方法:

通过线性分类器和 L２,１正则化来得到一个虚拟分类标签

的无监督属性选择算法.

４．２　实验与结果分析

本文所有实验都在 Win７系统下,使用 MATLAB２０１４a
软件完成.实验将使用１０ＧfoldcrossＧvalind(十折交叉验证)

方法把实验数据分为训练集和测试集两部分,再通过使用

LIBSVM[２５]工具箱进行 SVM 分类,以分类的准确率来确定

算法属选的效果.为保证实验可靠性,所有实验均在同一环

境下进行,最终会得到１０次运行的实验结果,取其均值再加

减均标准差以评估每种算法的性能.每种算法在８个数据集

上的实验结果对比如图１－图８所示.实验准确率和均值统

计结果如表２所列.

通过图１－图８,我们可以非常直观地看到在每个数据集

上,SFSK算法与各对比算法完成属性选择后的SVM 分类准

确率的比较.

图１　各算法在 Arrhythmia上的实验结果

Fig．１　ExperimentalresultsofeachalgorithmonArrhythmia
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图２　各算法在Clean上的实验结果

Fig．２　ExperimentalresultsofeachalgorithmonClean

图３　各算法在Colon上的实验结果

Fig．３　ExperimentalresultsofeachalgorithmonColon

图４　各算法在Ecoli上的实验结果

Fig．４　ExperimentalresultsofeachalgorithmonEcoli

图５　各算法在 Glass上的实验结果

Fig．５　ExperimentalresultsofeachalgorithmonGlass

图６　各算法在 Movements上的实验结果

Fig．６　ExperimentalresultsofeachalgorithmonMovements

图７　各算法在Sonar上的实验结果

Fig．７　ExperimentalresultsofeachalgorithmonSonar

图８　各算法在 Yale上的实验结果

Fig．８　ExperimentalresultsofeachalgorithmonYale

在低维的３个数据集(Sonar,Movements,Glass)上,SFＧ
SK算法大部分情况下的结果优于其他对比算法,这反映出了

本文的算法由于通过核函数考虑到了更多的信息,因此在选

择属性 时 更 加 精 准.在 中 维 的 ３ 个 数 据 集 (Arrhythmia,

Clean,Ecoli)上,本文算法不仅每次分类准确率都要高过大部

分对比算法,而且图形几乎成一条直线,算法的稳定性再一次

得到了很好的验证.在高维数据集(Colon,Yale)上,由于冗

余属性和噪音属性较多,因此每种算法的属选效果都有不同

程度的波动,但是SFSK算法的表现依然是最优秀的.

表２　实验准确率与均值统计结果

Table２　Statisticalresultsofexperimentalaccuracyandmeanvalues
数据集 CSFS MCFS HSICLasso SOGFS UDFS RFS SFSK

Arrhythmia ６９．９３±０．４１ ６８．１８±０．６９ ６９．２４±０．８７ ６９．０４±０．７８ ６９．４６±０．８４ ６９．７２±０．８５ ７２．０７±０．４８
Clean ９４．０１±０．７６ ９４．９８±０．７９ ９３．６１±０．６３ ９３．８４±０．８７ ９２．６０±１．０４ ９３．５４±０．８３ ９６．６３±０．３６
Colon ８２．９０±１．４７ ８３．５２±１．４９ ８３．０４±１．７４ ８２．８３±１．１６ ８３．１６±１．１５ ８３．０４±１．２５ ８４．８５±１．１２

Movements ８８．３８±０．６４ ８８．０５±１．３４ ８５．６６±０．６５ ８６．２２±１．４１ ８６．７７±１．１０ ８４．１９±０．５３ ８９．２２±０．６３
Ecoli ８５．３７±０．４８ ８２．１３±０．９６ ８５．５３±０．９４ ８１．６５±１．８５ ８１．９７±１．８５ ８２．０９±０．７２ ８６．２０±０．８０
Sonar ８６．５２±０．８７ ８５．７７±１．３３ ８５．４９±１．１９ ８５．５１±１．５５ ８６．５２±１．３１ ８６．９４±１．７５ ８８．６５±１．１３
Glass ６９．９５±０．９５ ６８．０５±２．２０ ６７．３３±１．５３ ６７．５７±０．８９ ６７．８５±１．５０ ７０．２１±１．８３ ７１．７１±０．７６
Yale ７３．４３±１．９５ ７３．１２±１．５３ ７２．７１±１．３２ ７２．４１±１．３６ ７２．０７±１．８５ ７３．１２±１．６６ ７５．９１±０．６９
平均 ８１．３１±０．９４ ８０．４７±１．２９ ８０．３２±１．１０ ７９．８８±１．２３ ８０．０５±１．３３ ８０．３５±１．１７ ８３．１５±０．７４

　　通过表２的分析可以得出,与 HSICLasso算法相比平均

提高了２．８３％,证明了本文提出的算法比其他核函数方法更

可靠.与 MCFS方法相比,本文算法的分类准确率平均提高

了２．６８％,这说明本方法相较于子空间学习,有更好的提升.
与SOGFS相比,本文算法的分类准确率提高了３．２７％,与

UDFS方法相比也提升了３．１０％,这显示出核函数在高维空
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间实现的非线性运算较好地考虑到了属性之间的关系.而且

由于L２,１范数与L１ 的双重稀疏,效果提升显著.需要特别注

意的是,本文方法的标准差为０．７４,在所有算法中最小,而其

他６个对比算法,除了 CSFS方法的标准差为０．９４以外,其
他均超过１．００,这是由于核函数变换充分考虑到了数据属性

之间的关系,从而捕捉到了更多高效能线性属性选择算法无

法捕捉的信息,这不仅在体现在分类准确率上,更体现在算法

的稳定性上.
结束语　本文所提出的核函数属性选择算法SFSK通过

对原始数据进行核函数处理,实现了数据在高维空间中的线

性可分,从而提升了属性选择的效果.实验结果表明,所提算

法的属选效果相当显著.在之后的学习中,将尝试把子空间

学习、超图、低秩等[２６Ｇ２７]有效手段加入算法中.但因核函数的

加入会增加算法复杂度,所以也将尝试使用更好的优化方式

来减少算法的时间复杂度与空间复杂度.
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