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摘　要　为充分利用所有评分,缓解数据稀疏性问题,将概率统计领域的JensenＧShannon(JS)散度引入相似性度量

中,提出了一种新的项目相似性度量算法.该算法将项目的评分信息转化为评分值密度,并依据评分值的密度分布来

计算项目相似性.同时,引入评分数量因子,进一步提升了基于JS的相似性度量方法的性能.最后,以基于JS的相

似性度量方法为基础,设计了相应的协同过滤算法.在 MovieLens数据集上的实验结果表明,所提算法在预测误差和

推荐准确性方面均有良好的表现.因此,该算法在推荐系统中具有很好的应用潜力.
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Abstract　Tofullyutilizealltheratingsandweakentheproblemofdatasparsity,theJensenＧShannondivergenceinstaＧ

tisticsfieldwasusedtodesignanewsimilaritymeasureforitems．Inthissimilaritymeasure,theratingsforitemsare

convertedtothedensityofratingvalues．Then,theitemsimilarityiscalculatedaccordingtothedensityofratingvalues．

Meanwhile,thefactorforthenumberofratingsisalsoconsideredtofurtherenhancetheperformanceoftheproposed

similaritymeasurebasedonJSdivergence．Finally,acollaborativefilteringrecommendationalgorithmispresentedacＧ

cordingtotheJSＧdivergenceＧbaseditemsimilarity．ThetestresultsonMovieLensdatasetshowthattheproposedalgoＧ

rithmhasgoodperformanceinpredictionerrorandrecommendationprecision．Therefore,ithashighpotentialtobeapＧ

pliedinrecommendationsystem．
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１　引言

互联网在带来便捷服务的同时,也产生了信息过载的问

题.如何精准地为用户推荐个性化内容成为目前研究的热点

之一.协同过滤推荐算法是一种行之有效的解决上述问题的

办法.协同过滤推荐算法主要依据历史数据,找到相似用户

或者项目,再基于这些相似用户的偏好或项目的特征预测出

目标用户的偏好并进行推荐.因此,如何准确地度量用户或

者项目间的相似性,一直都是协同过滤算法研究中的一个关

键问题.

目前,一些典型的基于项目共同评分的算法,如修正余弦

相似性(ACOS)[１]、皮尔逊相关系数(PCC)[２]等,有着广泛的

应用.基于评分绝对数量的算法如JACCARD 算法[３]被提

出,该算法从整体统计的角度给出了一种新的度量相似性的

方案.然而,这些典型的相似性度量方法难以应付推荐系统

中的数据稀疏问题和用户(或项目)冷启动问题[４Ｇ５].为解决

数据稀疏问题和用户冷启动问题,国内外学者展开了一系列

的研究工作.文献[６Ｇ８]提出了基于结构化描述信息的协同

过滤推荐算法,免去了信息抽取和过滤过程,通过引入其他数

据源(如社交网络信息)来弥补评分矩阵的稀疏性.文献[９Ｇ

１０]在结合外部信息源的基础上,利用矩阵分解的算法框架对

高维矩阵进行降维,减少了噪音干扰,有效解决了数据稀疏性

和用户冷启动的推荐问题.文献[１０]提出了基于最大最小聚

类算法的启发式聚类模型,通过该模型对用户进行划分,并引

入了项目类别相似度,从用户和项目两个方面实现综合推荐,

减小了稀疏性的影响.上述方法一定程度上缓解了数据的稀

疏性,但终未脱离共同评分的限制.为充分使用所有的评分

信息,基于 KullbackＧLeibler(KL)散度[１２]和 基 于 巴 氏 系 数



(BhattacharyyaCoefficient,BC)[１３]的相似性方法被提出,这
类方法利用评分值密度来计算相似度,无须使用共同评分,为
解决数据稀疏性问题提供了新的思路,但往往忽略了评分绝

对数量的影响.

本文将概率理论领域的JensenＧShannon散度引入到相

似性度量方法的设计中,利用评分值的密度计算相似性,有效

摆脱了对共同评分的依赖,并从评分数量的角度对方法进行

了改进,体现了评分数量的影响;基于此,提出了基于JS散度

的协同过滤算法,以提高推荐系统的推荐质量.

２　基于JS散度的相似性度量方法

在推荐系统中,用户Ｇ项目评分矩阵用R(m,n)表示:

R(m,n)＝
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其中,rui表示用户u对项目i的评分,若用户未对项目进行过

评分,则记为rui＝０ .由于存在数据稀疏性,因此实际的评

分矩阵中含有大量的０元素.基于评分矩阵R(m,n),本文给

出如下定义.

定义１(项目i的非零评分集合)　矩阵R(m,n)中所有

用户对项目i的非零评分,表示为RI＝{rui|u＝１,２,􀆺,m,且

rui≠０}.

定义２(评分值密度)　在集合 RI中评分值h 的密度被

被定义为ρI(h),其表达式为:

ρI(h)＝ ＃hI
＃RI

(１)

其中,＃RI是集合RI中评分的总数量,＃hI是集合RI中分

值为h的评分个数.同样地,对于项目j,集合RJ中分值为h
的评分密度记为ρJ(h).

２．１　JS散度及其改进

JS散度(JensenＧShannonDivergence)也称为JS距离或信

息半径[１４Ｇ１５].在概率理论和统计学中,JS散度是一种通过信

息值的密度分布测量其相似度的方法.本文引入JS散度来

度量两个项目之间的相似性,下面首先给出评分值h的平均

密度.

定义３(评分值h的平均密度)　对于项目i和项目j的

评分集合RI和RJ,评分值h的平均密度为:

M(h)＝１
２

(ρI(h)＋ρJ(h)) (２)

基于平均密度,借鉴JS散度在概率和统计学中的定义,

根据评分矩阵的特点定义项目i和j的JS散度为:

DJS(i,j)＝１
２

(∑
h∈HI

ρI(h)lnρI(h)

M(h)＋ ∑
h∈HJ

ρJ(h)lnρJ(h)

M(h)
)

(３)

DJS的值越小,表示两个评分集合的概率分布越相近,即

项目i和项目j越相似.

JS散度是根据评分值的密度来测量两个项目之间的差

异程度.由于评分值的密度是约分化简后的数值,因此在式

(３)所示的JS散度计算中未充分考虑评分数量的影响.现基

于表１所列的示例做进一步的说明.

表１　计算示例

Table１　Numericalexample

项目
评分值为

h１ 的数量

评分值为

h２ 的数量
评分

总数

评分值为

h１ 的密度

评分值为

h２ 的密度

i １ ９ １０ １/１０ ９/１０
j １０ ９０ １００ １/１０ ９/１０
k ５０ ５０ １００ １/２ １/２

在表１中,项目i和项目j的评分数量不同,但各评分值

的密度相同.根据式(３)计算得到项目i与项目k、项目j与

项目k的JS散度:DJS(i,k)＝DJS(j,k)＝０．１０２.在此例中,
项目i与项目j的评分数量之间的差异完全没有体现.

为了在JS散度中体现评分值数量的影响,本文提出了评

分值整体密度的概念,并对JS散度进行了改进.
定义４(评分值h的整体密度)　将项目i和项目j的评

分集合RI和RJ 合并为一个新的集合;在该合并后的集合

中,评分值h的密度被称为评分值h 的整体密度,其定义式

为:

M
∧
(h)＝ ＃hI＋＃hJ

＃RI＋＃RJ
(４)

为了反映评分数量的影响,利用评分值的整体密度改进

JS距离的计算.改进后的JS距离被定义为:

DAJS(i,j)＝１
２

(∑
h∈HI

ρI(h)lnρI(h)

M
∧
(h)

＋ ∑
h∈HJ

ρJ(h)lnρJ(h)

M
∧
(h)

)

(５)

定理１　若＃RI≤＃RJ,则整体密度M
∧
(h)比平均密度

M(h)更接近于ρJ(h).
证明:根据平均密度和整体密度的定义可知 M(h)＝

１
２

(ρI(h)＋ρJ(h))＝ １
２

(＃hI
＃RI ＋ ＃hJ

＃RJ
),M

∧
(h)＝

＃hI＋＃hJ
＃RI＋＃RJ

,则:

　　M(h)－M
∧
(h)＝１

２
(＃hI
＃RI＋ ＃hJ

＃RJ
)－ ＃hI＋＃hJ

＃RI＋＃RJ

＝
(＃hI􀅰＃RJ＋＃hJ􀅰＃RI)(＃RI＋＃RJ)－(＃hI＋＃hJ)􀅰(２􀅰＃RI􀅰＃RJ)

２􀅰＃RI􀅰＃RJ(＃RI＋＃RJ)

＝＃hI􀅰＃RJ􀅰(＃RJ－＃RI)－＃hJ􀅰＃RI􀅰(＃RJ－＃RI)
２􀅰＃RI􀅰＃RJ(＃RI＋＃RJ)

＝
(＃RJ－＃RI)

２􀅰(＃RJ＋＃RI)􀅰(＃hI
＃RI－ ＃hJ

＃RJ
)

　　由于＃RI≤＃RJ,因此可以得到
(＃RJ－＃RI)

２􀅰(＃RJ＋＃RI)≥０; 当(＃hI
＃RI－ ＃hJ

＃RJ
)≥０时,有 M(h)≥M

∧
(h),由定义可知:
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ρI(h)≥M(h)≥ρJ(h),ρI(h)≥M
∧
(h)≥ρJ(h).因此,ρI(h)≥

M(h)≥M
∧
(h)≥ρJ(h).

当(＃hI
＃RI－ ＃hJ

＃RJ
)＜０时,有 M(h)≤M

∧
(h),由定义可知:

ρI(h)＜M(h)＜ρJ(h),ρI(h)＜M
∧
(h)＜ρJ(h).因此,ρI(h)＜

M(h)≤M
∧
(h)＜ρJ(h),等号仅在＃RI＝＃RJ 时成立.综合

可知,M
∧
(h)更接近于ρJ(h).

推论１　整体密度M
∧
(h)总是比平均密度 M(h)更接近于

集合RI和RJ 中评分数量更多的那个集合中的h的密度.

证明:由定理１可知,当＃RI≤＃RJ时,整体密度M
∧
(h)

比平均密度 M(h)更接近于ρJ(h).按照同样的方法可证当

＃RJ≤＃RI时,整体密度M
∧
(h)比平均密度 M(h)更接近于

ρI(h).

依据推论１,由于M
∧
(h)总是趋近于评分数量更多的集合

中的评分值密度,因此用M
∧
(h)代替 M(h)计算JS散度,能够

更好地反映出评分数量带来的影响.仍然依据示例１,根据

式(５),可得DAJS(i,k)＝０．１５８,DAJS(j,k)＝０．１０２.项目i和

项目j的各分值密度是相同的,但项目i和项目k 的评分绝

对数量悬殊很大,而项目j和项目k 的评分绝对数量差距较

小.由式(３)计算出的项目i与项目k、项目j与项目k 的JS
散度也是相同的,可见原始的定义式(３)无法体现评分数量的

作用.因此,整体概率密度M
∧
(h)在JS散度的计算中更好地

反映了评分数量的影响.

２．２　相似性度量方法

依据改进后的JS散度,给出项目相似性的计算公式:

SimAJS(i,j)＝ ２
１＋eDAJS

(６)

由式(６)可知,两个项目的JS距离越小,两者的相似度

越高.

１)http://www．grouplens．org

３　推荐算法

３．１　评分数量因子的确定

改进后的JS散度在一定程度上考虑了评分数量的影响,

但当两个评分值的密度相近或相同时,该方法的区分度不够

显著.例如,项目i、项目j和项目k的评分分别为{５,０,０,０,

０},{５,５,５,５,０}和{５,５,５,５,５},这３个项目的分值为５分的

密度都为１,因此可以得到它们之间的JS相似度也都为１.

在该例中,考虑评分个数的影响时,项目j比项目i应更相似

于项目k.

为了进一步强调评分数量的影响,本文给出评分数量因

子ω:

ω＝
１, ＃RI≥n－,＃RJ≥n－

２×min{＃RI,＃RJ}
＃RI＋＃RJ

, 其他{ (７)

其中,n－是评分个数的大样本阈值.在概率统计理论中,大样

本数据分析的结果相对于小样本数据有更高的可信度.因

此,当两个项目评分个数足够多,即评分数据可视为大样本

时,弱化数量因子的作用,充分发挥修正后的JS散度的作用.

评分数量因子仅在两个项目的评分数量不全为大样本且差异

大时才发挥作用.

引入评分数量因子后,得到修正的JS相似度公式:

SimWAJS(i,j)＝ω􀅰SimAJS(i,j) (８)

３．２　算法描述

推荐算法的具体步骤如算法１所示.

算法１　推荐算法

输入:用户Ｇ项目评分矩阵R(m,n),目标用户u
输出:用户u的项目推荐列表

１．依据项目的非零评分集合,计算评分值的密度.

２．首先根据式(５)计算项目的JS距离;然后根据式(７)计算评分数量

因子;最后根据式(８)计算得到最终的项目相似度.

３．选取最相似的 N个项目作为最近邻居集.

４．根据最近邻居集,预测用户对未评分项目的评分,具体计算公式为:

　pui＝
∑

j∈Ni

SimWAJS(i,j)×ruj

∑
j∈Ni

|SimWAJS(i,j)|
(９)

其中,pui是用户u对项目i的预测评分,Ni是项目i的最近邻居集,ruj

是用户u对项目j的评分值.

５．选取预测值超过阈值的项目作为推荐项目.

４　实验结果与分析

４．１　数据集

以 MovieLens１)的最新子集 mlＧlatestＧsmall作为实验数

据集,该数据子集包含６７１个用户对９０６６部电影的１００００４
条评分记录.评分范围为[０．５,５],评分间隔为０．５.本文从

该数据集中筛选出评分超过２０条的电影评分记录作为最终

的实验数据集,其中包括６７１个用户对１３０３部电影的评分记

录,共计６９１０４条,数据稀疏度为９２．１％.将数据子集划分

为训练集和测试集,训练集占整个子集的８０％,剩余的２０％
为测试集.训练集用于计算最近邻居集,然后根据最近邻居

预测出测试集中的项目评分,从而产生推荐结果.

４．２　评价指标

评价推荐算法的标准主要包括统计精度和决策支持度两

个方面.常用的统计精度指标有平均绝对误差(MAE)和根

均方误差(RMSE),其定义如下[１６]:

MAE＝
∑
N

i＝１
|rui－pui|

N
(１０)

RMSE＝
∑
N

i＝１
(rui－pui)２

N
(１１)

其中,N 是有效预测项目的个数.MAE和RMSE 的值越小,

表示预测精度越高.

常用的决策支持度指标有查准率(Precision)、查全率

(Recall)和综合评价指标(F１ＧMeasure),其定义如下:

Precision＝|Ipred∩Ireal|
|Ipred|

(１２)
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Recall＝|Ipred∩Ireal|
|Ireal|

(１３)

F１ＧMeasure＝２×Precision×Recall
Precision＋Recall

(１４)

其中,Ipred是预测评分超过阈值的项目集合,Ireal是用户实际

评分超过阈值的项目集合.Precision和Recall的值越大,表

示决策支持的精度越高,但有时Precision和 Recall在性能要

求上是相互矛盾的.F１ＧMeasure是两者的加权调和,综合反

映了推荐质量的高低,其值越大,表示推荐结果越好.

４．３　实验结果分析

利用 MovieLens的数据集对本文算法(WAJS)进行性能

测试的同时,为了证明其性能优势,还选取了其他一些算法进

行对比测试,具体包括经典的相似性度量方法(ACOS[１]和

PCC[２])、基于评分个数的方法(JACCARD[３])和基于评分值

密度的方法(KL[１２]和BC[１３]);另外,还将本文算法与基于原

始的JS散度的方法做对比,以验证其有效性.在实验中,取

高分值４分作为推荐阈值.

４．３．１　Precision,Recall和F１ＧMeasure
实验测试本文算法及其他算法的Precision,Recall和F１Ｇ

Measure,如图１所示.从中可以看出,基于评分值密度的方

法 WAJS,KL,BC和JS明显优于其他方法.主要原因是典

型的方法 ACOS和PCC的相似性计算受制于共同评分,可用

的数据很有限;而基于评分值密度的算法可以利用项目的所

有评分,对数据的利用率远高于 ACOS和PCC.基于评分数

量的Jaccard方法仅仅是利用了评分的总数量,对评分信息的

利用过于粗略,因此制约了其评测性能的提升.基于评分值

密度的算法中,WAJS还充分考虑了评分数量的影响,因此在

总体性能上略优于 KL,BC和JS方法.

(a)Precision (b)Recall

(c)F１ＧMeasure

图１　Precision,Recall和F１ＧMeasure的结果比较

Fig．１　ResultcomparisonofPrecision,RecallandF１Ｇmeasure

具体而言,在Precision的评测中,本文方法BC方法要优

于 KL方法,当最近邻居数少于３０时,本文方法与BC方法在

Precision的评测中各有优劣,但是当最近邻居数大于３０之

后,本文算法的准确率最高.在查全率方面,无论最近邻居数

如何设置,本文算法均具有更好的性能.本文算法的 F１Ｇ

Measure在０．５３５到０．５６２的区间范围内,均高于其他方法,

当近邻数为４０时取得最大值.原理上,JS散度是在 KL散度

的基础上优化所得,JS散度较KL散度而言具有对称性、有界

性等特点,本文又在JS散度中加入了评分绝对数量的改良,

进一步提升了性能.在 Precision,Recall与 F１ＧMeasure的对

比中,与 KL算法相比,基于JS的算法的表现更为稳定,波动

较小;本文所提 WAJS 方法比原始的JS算法有更高的指标值,

反映了数量因素在提升算法性能上是有效的.因此,在决策支

持精度的性能评测中,本文算法的评测结果优于其他算法.

４．３．２　MAE和 RMSE

MAE和 RMSE主要反映的是预测评分值与实际评分值

之间的偏差.在图２(a)中,基于评分值密度的方法 WAJS,

KL和BC明显优于其他两类方法的趋势仍然存在.同时,

WAJS的 MAE总低于 KL和 BC的 MAE 值,说明 WAJS方

法的误差更小;随着最近邻居数量的增加,WAJS的 MAE 呈

现平缓减小的趋势,其总体范围为:０．６６７≤MAE≤０．７１１.

在图２(b)中,随着邻居数的增加,各方法的RMSE 值曲线都

有缓慢下降的趋势.其中,基于评分值密度的方法 WAJS,

KL和BC依然表现出了更好的性能;且 WAJS的RMSE 总

低于其他方法,其范围为０．８８８≤RMSE≤０．９７１.

WAJS在预测准确性方面优于其他方法,其原因主要有

两个:１)通过基于评分值的密度分布来度量相似性,摆脱了共

同评分的约束,能更充分地利用已有的评分信息;２)在度量相

似性的过程中,特意考虑了评分值数量的影响,弥补了基于评

分值密度的算法中往往忽略评分值数量的不足.

(a)MAE (b)RSME

图２　MAE和RSME 的结果比较

Fig．２　ResultcomparisonofMAEandRMSE

４．３．３　整体密度的作用分析

评分值密度是约分化简后的数值,隐藏了原始的分母和

分子的实际数值.与平均密度(见式(２))相比,整体密度(见

式(４))体现了绝对数量的作用;用整体密度代替原JS散度定

义式(见式(３))中的平均密度,使得调整后的JS散度(见式

(５))在计算密度分布相似度时一定程度上反映出了数量的影

响.为验证整体密度修正的有效性,分别以式(３)和式(５)作

为相似度计算的基础,再依此进行预测和推荐,实验结果的支

持度指标F１ＧMeasure值、精度指标 MAE如图３所示.与原

始JS相比,经整体密度修正所得的 AJS拥有更高的 F１Ｇ

Measure和更低的MAE;性能在不同最近邻居维度上均有提

升,其中,当最近邻居数为６０时,AJS的 F１ＧMeasure 值为
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０．５５９,较JS提高了 １．３３％;MAE 为 ０．６７１,比 JS降低了

１．６８％.因此,整体密度对提高相似性度量的效果是可见的.

(a)F１ＧMeasure (b)MAE

图３　AJS与JS的性能比较

Fig．３　PerformancecomparisonbetweenAJSandJS

４．４　算法分析与总结

１)数据利用率.典型的算法通常使用共同评分进行计

算,忽略了非共同评分的价值,并且在本就稀疏的数据环境

中,项目间的共同评分更为稀少,这势必造成信息的利用率大

幅下降;本文方法则从密度分布入手,充分发挥出所有评分信

息的作用,达到了较高的数据利用率.

２)度量的合理性.典型的算法(如皮尔逊相关系数)通常

潜在假定项目间存在一定的线性关系,而项目的评分数据是

离散的、相对独立的,项目间的关系是多维的、复杂的,假定为

线性关系存在局限性;而本文方法则使用改进后的JS散度从

评分值密度方面计算项目间的相似性,既可度量线性数据,也

可计算非线性数据,无需对评分数据做出任何潜在假定,对项

目间的相似度度量更具合理性.

综合各项实验结果和算法分析可知,本文方法拥有更好

的性能和效率.

结束语　针对协同过滤算法中存在的数据稀疏性问题,

引入概率与统计理论领域的JS散度来度量项目之间的相似

性;给出了项目评分值的整体密度的定义,并将其应用于对

JS散度的改进,改进后的JS散度在计算相似性时更好地体

现了评分数量的影响,提高了相似性测量的准确性;最后基于

JS散度的相似性设计了相应的推荐方法,该方法以评分值的

密度为基础展开计算,不仅充分利用了所有的评分信息,还摆

脱了必须依靠共同评分才能完成相似性计算的限制.性能测

试结果表明,所提方法有效提高了推荐的质量,较好地解决了

数据稀疏性问题,具有很好的应用潜力.

本文方法仍有需要改进的地方:仅从评分这一维度进行

相似度的度量忽略了项目自身的属性和特征等因素的衡量,

也忽略了推荐结果多样性可能存在不足的问题.今后将围绕

这些问题继续展开研究.
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