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摘　要　归约算法在科学计算和图像处理等领域有着十分广泛的应用,是并行计算的基本算法之一,因此对归约算法

进行加速具有重要意义.为了充分挖掘异构计算平台下GPU 的计算能力以对归约算法进行加速,文中提出基于线程

内归约、workＧgroup内归约和 workＧgroup间归约３个层面的归约优化方法,并打破以往相关工作将优化重心集中在

workＧgroup内归约上的传统思维,通过论证指出线程内归约才是归约算法的瓶颈所在.实验结果表明,在不同的数

据规模下,所提归约算法与经过精心优化的 OpenCV库的CPU 版本相比,在 AMDW８０００和 NVIDIATeslaK２０M 平

台上分别达到了 ３．９１~１５．９３和 ２．９７~２０．２４的 加 速 比;相 比 于 OpenCV 库 的 CUDA 版 本 与 OpenCL 版 本,在

NVIDIATeslaK２０M 平台上分别达到了２．２５~５．９７和１．２５~１．７５的加速比;相比于 OpenCL版本,在 AMD W８０００
平台上达到了１．２４~５．１５的加速比.文中工作不仅实现了归约算法在 GPU 计算平台上的高性能,而且实现了在不

同 GPU 计算平台间的性能可移植.

关键词　归约算法,GPU,线程内归约,OpenCL
中图法分类号　TP３９１　　　文献标识码　A　　　DOI　１０．１１８９６/j．issn．１００２Ｇ１３７X．２０１９．０２．０４７

　

StudyonPerformanceOptimizationofReductionAlgorithmTargetingGPUComputingPlatform

ZHANGYiＧran１　CHENLong２　ANXiangＧzhe２　YANShenＧgen３

(BeijingInformationScience& TechnologyUniversity,Beijing１０００４９,China)１

(BGPINC．,ChinaNationalPetroleumCorporation,Zhuozhou,Hebei０７２７５１,China)２

(SenseTime,Shenzhen,Guangdong５１８０００,China)３

　

Abstract　Reductionalgorithmhaswideapplicationinscientificcomputingandimageprocessing,anditisoneofthe

basicalgorithmsofparallelcomputing．Hence,itissignificanttoacceleratereductionalgorithm．Inordertofullyexploit

thecapabilityofGPUforgeneralＧpurposecomputingunderheterogeneousprocessingplatform,thispaperproposeda

multiＧlevelreductionoptimizationalgorithmincludinginnerＧthreadreduction,innerＧworkＧgroupreductionandinterＧ

workＧgroupreduction．Differentfromthetraditionalwayofreductionalgorithmoptimizationofputtingmoreemphasis

oninnerＧworkＧgroupreduction,thispaperprovedthatinnerＧthreadreductionisthetruebottleneckofreductionalgoＧ

rithm．Theexperimentalresultsdemonstratethattheperformanceofproposedreductionalgorithm hasreached

３．９１~１５．９３and２．９７~２０．２４timesspeeduprespectivelyinAMDW８０００andNVIDIATeslaK２０MunderdifferentsiＧ

zesofdataset,comparedwithcarefullyoptimizedCPUversionofOpenCVlibrary．InNVIDIATeslaK２０M,compared

withCUDAversionandOpenCLversionofOpenCVlibrary,thealgorithmhasreached２．２５~５．９７and１．２５~１．７５

timesspeeduprespectively．AndcomparedwithOpenCLversionofOpenCVlibraryinAMD W８０００,thealgorithmhas

reached１．２４~５．１５timesspeedup．ThisworknotonlyrealizeshighperformanceofreductionalgorithmonGPUplatＧ

form,butalsoreachestheportabilityofperformancebetweendifferentGPUcomputingplatforms．
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　　图形处理器(GraphicsProcessingUnit,GPU)是面向吞

吐量、采用统一架构单元设计的大规模细粒度并行处理器.

与CPU相比,GPU具有更强的计算能力和更大的存储带宽,

更加适合当前大规模数据并行处理的需求[１].近年来,随着



GPU计算 能 力 和 可 编 程 性 的 不 断 增 强,GPU 通 用 计 算

(GeneralPurposecomputingonGraphicsProcessingUnits,

GPGPU)[２Ｇ３]不仅在卫星数据、大气预报、基因工程、分子动力

学模拟等传统科学领域得到越来越广泛的应用,而且在多媒

体处理、图形图像处理、游戏等非传统领域也越来越受到重

视,如 图 形 图 像 领 域 应 用 最 为 广 泛 的 OpenCV 库 (Open

SourceComputerVision)已经推出其 GPU 版本,并取得了非

常大的性能提升.总之,利用 GPU 对应用程序进行加速已

经逐步成为提升程序性能的主要模式,越来越多的算法移植

到 GPU上,并取得了可观的加速比.因此,研究算法在 GPU
上实现和优化的关键方法和技术日益成为研究热点.

传统的串行归约算法以一维数组归约求和为例对数组数

据进行压缩求和,直至只剩一个值,该值即为数组元素值总

和.这样,对 N 个数求和需要进行N－１次加法运算操作.

除了归约求和,对归约算法进行简单修改后可扩展应用于求

最大值、最小值等场景.串行归约求和算法SerialReduction
的伪代码如算法１所示.

算法１　SerialReduction
Input:src(Originaldata),DATA_NUM(Lengthofsrc)

Output:sum(Sumofsrcarray)

１．sum←０

２．fori＝０toDATA_NUMdo

３．　sum ←sum＋src[i]

４．endfor

由算法１可知,串行归约求和算法的实现逻辑十分简单,

通过for循环对每一个元素进行迭代累加即可求出数组元素

之和.然而,一方面,归约算法中每一次迭代需要利用上一次

迭代的中间结果,即相邻的循环迭代间的累加操作存在数据

依赖,限制了算法的并行性;另一方面,当采用传统的treeＧ

based并行归约算法实现该算法在 GPU 上的移植和优化时,

随着归约的进行,越来越多的线程将处于空闲状态,这对于采

用大规模细粒度并行架构的 GPU 来说,无疑会成为主要的

性能瓶颈.因此,简单地将传统并行归约算法直接移植到

GPU上,并不能保证取得良好的性能提升.

本文采用层次式归约的思想,将归约算法在 GPU 上的

实现和优化分为线程内归约、workＧgroup内归约和 workＧ

group间归约３个层次,并打破以往相关工作将优化重心集

中在 workＧgroup内归约上的传统思维.本文研究发现,线程

内归约才是归约算法在 GPU 上取得性能提升的关键因素.

本文在研究传统 workＧgroup内归约优化的基础上,提出了基

于stride的线程内归约和基于原子操作的 workＧgroup间归

约等优化方法和策略.实验结果表明,在不同的数据规模下,

本文提出的PCLＧReduction在 AMD W８０００和 NVIDIATesＧ

laK２０M 平台上,与经过精心优化的 OpenCV库的CPU版本

相比,分别达到了３．９１~１５．９３和２．９７~２０．２４的加速比;在

NVIDIATeslaK２０M 平台上,相比于 OpenCV 库的 CUDA
版本与 OpenCL版本分别达到了２．２５~５．９７和１．２５~１．７５
的加速比;在 AMD W８０００平台上,相比于 OpenCL版本,达

到了１．２４~５．１５的加速比.

本文的主要贡献如下:

１)提出了归约算法并行化的３个层次,并将其抽象定义

为线程内归约、workＧgroup内归约以及 workＧgroup间归约.

２)打破了以往工作将优化重心集中在 workＧgroup内归

约的传统思维,论证了线程内归约才是归约算法在 GPU 上

取得良好性能提升的关键因素,是归约算法的瓶颈所在;并且

提出基于stride的线程内归约算法,大大提升了归约算法在

GPU计算平台上的了性能.

３)完成了归约算法在不同 GPU 计算平台上的高效实

现,不仅实现了高性能,而且实现了性能可移植.

本文第１节介绍并行归约算法设计与实现的相关工作;

第２节简要介绍异构计算和OpenCL框架[４]的基本概念;第３
节介绍并行归约算法的基本实现及本文采用的多种优化策

略;第４节对采用不同优化策略实现的并行归约算法进行性

能评估并分析性能提升的原因;最后对全文进行总结.

１　相关工作

归约算法在科学计算和图像处理等领域有着十分广泛的

应用和发展,是并行计算的基本算法之一,因此将归约算法在

GPU上进行实现和优化具有重要意义.

TreeＧbased并行归约算法是最常用的并行归约算法,如

图１所示.归约算法在 GPU 上的并行化实现与优化均以此

为基础.

图１　GPU归约算法的基础实现

Fig．１　UnderlyingimplementationofGPUreductionalgorithm

Harris[１]在 NVIDIAGPU 上完成了并行归约算法的设

计与实现,并给出了较为深入的性能剖析.其优化方法可简

单概括为:workＧgroup内归约优化(warp内线程条件分支优

化、LDSbankconflict优化、循环展开)和简单线程内归约优

化;结合归约算法特性及 GPU 硬件特性进行优化,尽量减少

不规则访存和本地同步操作的使用.其中,Bryan[２]论述了归

约算法符合加法交换律和结合律的特性,进而为 workＧgroup
内归约提供了理论支撑.

Yan等[３]通过设计和实现归约算法的 OpenCL 实现版

本,在 NVIDIA和 AMD的 GPU 上得到了良好的性能加速.

其侧重于研究如何利用 GPU 不同存储层次的访存特性、向
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量化和固定 workＧgroup数目等优化方法来提升归约算法的

性能.

目前,OpenCV库[４Ｇ５]已经实现了归约算法在 GPU 上的

移植和优化,可以运行在不同厂商的 GPU上.

以上工作更加侧重于归约算法的 workＧgroup内归约优

化,不曾讨论跨步为全局线程数大小(globalsize)以及跨步为

单位步长(向量化)这两种情况,以及线程内归约过程中每个

线程负责归约的数据量对归约算法的影响.而本文将重点讨

论线程内归约过程随着每个线程负责归约的数据量的增加而

逐渐成为归约算法的瓶颈;此外,还将关注 workＧgroup间归

约优化(累加局部归约结果)时使用原子操作所带来的影响.

本文对上述问题进行了补充论证,以剖析不同方法给算法性

能带来的影响.

本文工作参考了其他算法在 GPU 上的优化方法和策

略,这些方法和策略虽然是针对不同算法,但有通用之处,能

为本文工作提供很大的帮助.Prashant[６]针对stencil算法介

绍了 GPU寄存器的使用和优化策略,GPU 寄存器的使用会

影响同时运行的线程的数目,进而影响程序性能.Cris[７]通

过FFT算法在 GPU上的实现和优化,介绍了如何减少 GPU
线程间的通信,从而降低通信开销,提升程序性能.Zhang
等[８]详细介绍和讨论了 GPU 的微体系架构特征以及这些特

征对优化和性能的影响.Li等[９]讨论了 GPUCache的架构

特征以及对 GPUCache进行有效管理的方法和策略.David
等[１０]在详细介绍 GPU架构的基础上,给出了 GPU程序实现

和优化的通用方案.GPU 优化的本质就是实现算法特征到

GPU硬件架构特征的高效映射,因此了解 GPU 的硬件架构

特征是 GPU优化的基础.本文对规约算法进行优化时,将

参考上述工作的优化方法和策略.

２　异构计算和OpenCL框架

异构计算(HeterogeneousComputing)[１１]被视为处理器

继单核、多核之后的第三个时代,它通过使用不同类型的指令

集和体系架构的计算单元进行协作,进而突破CPU发展的瓶

颈,是解决可扩展性、能耗等问题的新途径.GPGPU[１２Ｇ１３]采

用CPU＋GPU的异构编程模式,日益成为异构计算的主流.

在这种模式下,CPU 负责执行复杂逻辑处理和事务处理等不

适合数据并行的计算,GPU负责计算密集型的大规模数据的

并行计算,以充分利用 GPU 强大的计算能力和高带宽弥补

CPU性能的不足,进而充分挖掘计算机的潜在性能.

随着CUDA[１４Ｇ１６]和 OpenCL[１７Ｇ１９]等编程框架的进一步发

展和成熟,编程人员直接在 GPU 上进行通用计算编程得以

实现.同时,OpenCL作为一种跨平台的异构计算框架,进一

步使 GPU硬件编程突破了硬件厂商的限制,搭建起通用计

算的协同计算平台,以支持不同厂商的 GPU,APU(AcceleＧ

ratedProcessingUnit),Cell等.

OpenCL是一个在异构计算平台上进行并行程序开发的

开放工业标准,它将CPU、GPU 以及其他各类计算设备组织

成一个统一的计算平台,开发者以统一而有效的方式使用这

些计算资源[４,９,１３,２０].OpenCL有两个重要特点:１)跨厂商,其

可以运行在任何支持 OpenCL的厂商的设备上,OpenCL 已

经得到了Intel,NVIDIA和 AMD等主流芯片厂商的支持,各

大厂商都有对 OpenCL标准的实现;２)跨平台,OpenCL程序

不仅可以在各种异构的平台上自由移植,而且能够以统一的

方式充分有效地利用异构系统中的各种计算资源.OpenCL
框架可划分为平台模型、内存模型、执行模型和编程模型.

OpenCL的平台模型由一个 Host(主机)连接一个或多个计算

设备(ComputeDevice)构成,而每一个计算设备可进一步划

分成一个或多个计算单元(ComputeUnit),每一个计算单元

可由一个或多个处理单元(ProcessingElement)组成.其中,

OpenCL设备可以是 CPU,GPU,APU 等.OpenCL 设备的

内存模型分为４种:全局内存、常量内存、局部内存和私有内

存.各存储层次的带宽由高到低依次为:私有内存＞常量内

存＞局部内存＞全局内存.其中,不同的存储层次对于不同

的PE,workＧgroup等均有不同的访问权限限制,而且不同存

储层次在满足特定访存请求的情况下会带来性能的提升.

OpenCL的执行模型可分为两个部分:运行于 Host端的主程

序和运行于计算设备的内核程序(Kernel).主程序通过定义

和管理上下文(Context)来控制内核程序的执行,内核程序则

在 OpenCL设备上执行具体的计算任务.在 AMD 的 GPU
中,wavefront为调度和执行的基本单位,每个 wavefront包含

６４个线程,此数量关系由硬件决定,它提供了比 workＧgroup
更细粒度 的 并 行.若 CU 调 度 多 个 wavefronts,任 何 一 个

wavefront因访存而阻塞时都可快速切换到下一个就绪的

wavefront,从而隐藏访存的延迟.OpenCL编程模型支持数

据并行和任务并行两种方式,数据并行模型指多个内存对象

执行指令序列中定义的运算,在 OpenCL中用户结合 workＧiＧ

tem的globalID和localID进行内存元素的映射.本文归约

算法使用数据并行方式.

注意,本文中 AMDGPU 与 NVIDIA GPU 存在相关对

应术语,如 wavefront与 warp对应、CU 与SM 对应等,本文

统一以 AMD GPU 术 语 作 为 描 述 标 准,读 者 可 推 广 至

NVIDIAGPU术语;OpenCL与CUDA的对应术语,如 workＧ

group与block对应等,采用 OpenCL术语作为描述标准.另

外,在本文描述中,如无特殊说明,使用 LDS表示片上共享内

存(localmemory,OpenCL;sharememory,CUDA).

３　GPU归约算法的实现和优化

图２为本文提出的 GPU归约算法的执行过程.GPU 归

约求和算法的实现可以定义为３个层次:

１)线程内归约.线程从globalmemory中读取一个或多

个数据进行归约操作,再把归约结果写入LDS.

２)workＧgroup内归约.workＧgroup对 LDS的数据进行

内部归约操作,求出局部归约结果.

３)workＧgroup间归约.对每一个 workＧgroup所得的局

部归约结果进行累加操作,得到最终归约结果.

本节以 NaïveReduction为起点,逐步探求并行归约算法

的优化要素,以最大化提升算法性能.

８０３ 计 算 机 科 学 　２０１９年



图２　GPU归约算法的执行过程

Fig．２　ExecutionprocessofGPUreductionalgorithm

３．１　GPU归约算法的Naïve实现

GPU归约算法的 Naïve实现采用分治思想:首先将原始

数据划分为多个块;然后对每个块进行局部归约操作,求出块

内的局部归约结果;最后对局部归约结果进行全局归约操作,

得到最终的归约结果.本文的归约算法优化均以 NaïveReＧ

duction为基础进行,其伪代码如算法２所示.

算法２　NaïveReduction
Input:src(Originaldata),lSum(localmemory)

Output:dest(Lengthis１)

１．idx_loc←get_local_id(０)

２．lSize←get_local_size(０)

３．//线程内归约

４．lSum[idx_loc]←src[idx]

５．　barrier(CLK_LOCAL_MEM_FENCE)

６．　//WorkＧgroup内归约

７．　fori＝１tolSizestepi≪１do

８．　　 testBit←(i≪１)－１

９．　　 if(idx_loc&testBit)＝０then

１０．　　　lSum[idx_loc]←lSum[idx_loc＋i]

１１．　　endif

１２．　　barrier(CLK_LOCAL_MEM_FENCE);

１３．　endfor

１４．//workＧgroup间归约

１５．ifidx_loc＝０then

１６．　atom_add(dest,lSum[０])

１７．endif

３．２　GPU归约算法的优化

３．２．１　线程内归约优化

线程内归约在 GPU 的移植与优化中常常被忽视.绝大

多数归约算法的 GPU实现和优化都把 workＧgroup内归约优

化作为算法优化的核心,然而,线程内归约才是影响 GPU 归

约算法性能的关键因素(４．４节将对归约算法 GPU 的实现与

优化的性能瓶颈进行分析),本节将详细讨论与分析线程内归

约的过程.

NaïveReduction没有进行线程内归约,一个线程仅对应

一个数据,仅负责将数据从globalmemory加载至LDS中,然

后在LDS中进行 workＧgroup内归约.由于没有进行线程内

归约优化,因此从随之进行的 workＧgroup内归约的第一层归

约开始,便有一半线程处于空闲状态,极大地浪费了计算

资源.

为了更充分地利用计算资源,应尽可能使所有线程均参

与归约操作,将空闲线程出现的时间尽可能往后“推移”.因

此,在 workＧgroup内归约开始之前进行线程内归约操作:每

个线程对应多个数据,线程从globalmemory依次读取多个

数据并对其进行归约操作,然后把归约结果写入 LDS.线程

内归约将每个线程简单的数据加载操作转变为加载归约操作

(把原本每次只加载一个数据变成加载多个数据并归约累加,

然后把累加结果写入 LDS中).这里需要注意的是,我们将

每个线程进行线程内归约时所处理的数据量定义为线程内归

约粒度.因此,在进行 workＧgroup内归约之前,所有线程均

参与了归约操作,提升了线程计算量和资源利用率,从而挖掘

出归约算法更大的并行潜力.

注意,线程内归约粒度的选择需要综合考虑两个条件:

１)应尽可能选择大的粒度,以提高计算资源的利用率;２)粒度

不能过大,以防止无法开启足够多的线程来隐藏访存延迟.

不同的线程内归约粒度对性能的影响可参考４．３．１节的性能

分析.

本文的线程内归约算法有两种不同的实现方式,其实现

的区别主要在于每个线程跨步寻址取数的步长.本文依据步

长的不同进行了两组实验,其中步长可设置为全局线程数目

大小和 workＧgroup内线程数目大小,相应的归约算法的版本

为 GlobalＧStrideKernel和LocalＧStrideKernel.

GlobalＧStrideKernel和 LocalＧStrideKernel这两个 kerＧ

nel均设定 workＧgroup内线程数目为２５６,同时设定线程内归

约粒度为times,因此,kernel所开启的 workＧgroup数目将由

workＧgroup内线程数和线程归约粒度共同决定,其关系如

式(１)所示:

NumworkＧgroup＝
NumglobalＧthreads

NumlocalＧthreads
/times (１)

其 中,NumworkＧgroup 为 kernel 开 启 的 workＧgroup 数 目,

NumglobalＧthread为全局线程数目,NumlocalＧthread为 workＧgroup内

部线程数目,times为线程内归约粒度.

此时,通过调整线程内归约粒度times,来观察线程内归

约过程对归约算法整体性能的影响程度.我们建议times应

至少为CU数目的４倍以上,因为当 workＧgroup数量足以使

所有CU保持忙碌时,才能够有效地隐藏访存延迟.

下面 将 分 别 给 出 GlobalＧStrideKernel和 LocalＧStride

Kernel的算法伪代码.

１)GlobalＧStrideKernel
每一个线程以全局线程总数(globalstride)为步长,依次

读取相距globalstride的多个数据(数据量由线程内归约粒

度times控制),然后对这些数据进行归约处理,最后把归约

结果写入位于LDS中的lSum数组,再进行下一层次的workＧ

group内归约优化.其伪代码如算法３所示.

算法３　GlobalＧStrideKernel
Input:src(Originaldata),lSum(localmemory)

Output:dest(Lengthis１)

１．idx←get_global_id(０)

２．idx_loc←get_local_id(０)
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